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Abstrak

Film, sebagai salah satu jenis hiburan yang banyak diminati, saat ini sudah berlimpah banyaknya. Setiap orang memiliki
pendapat yang berbeda terhadap film-film tersebut. Sistem rekomendasi dapat dimanfaatkan untuk memberikan rekomen-
dasi film yang terpersonalisasi untuk tiap orang, sehingga setiap orang dapat mudah memilih film yang akan mereka tonton.
Saat ini sudah banyak sistem rekomendasi film yang digunakan. Metode yang digunakan pun bervariasi, seperti dengan
sentiment analysis, collaborative filtering, atau dengan pembangunan knowledge graph. Namun, sistem rekomendasi film
dengan knowledge graph yang sudah dilakukan sampai saat ini belum ada yang menggunakan GP 2. GP 2 adalah bah-
asa pemrograman yang mempunyai tingkat komputabilitas yang tinggi dan dapat divisualisasikan dengan mudah. Pada
penelitian ini, sistem rekomendasi dibangun dengan GP 2. Secara umum, sistem yang dibangun memberi rekomendasi
berdasarkan dua hal, yaitu kemiripan preferensi antar user dan nilai rata-rata suatu film. Dari empat skema rekomendasi
yang dibangun, dua di antaranya memberikan akurasi terbaik, yaitu 71%. Namun, salah satunya membutuhkan waktu

eksekusi yang jauh lebih singkat dari skema lainnya.
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Pendahuluan

Film merupakan salah satu jenis hiburan yang banyak diminati. Saat
ini, terdapat banyak film yang mencakup berbagai jenis genre. Pada
bulan Mei 2022 saja, terdapat 11 film orisinal yang rilis di platform
streaming Netflix, dan jumlah ini tidak mencakup film serial dan film
non-orisinal Netflix [1]. Setiap orang memiliki pendapat masing-masing
mengenai berbagai film tersebut. Dengan banyaknya film yang bisa
ditonton, orang-orang dapat merasa kebingungan untuk memilih, apa-
lagi jika mereka tidak mempunyai banyak waktu senggang dan ingin
memanfaatkannya dengan sebaik-baiknya. Rekomendasi film dapat
dimanfaatkan untuk mengatasi masalah tersebut. Rekomendasi film
adalah suatu sistem yang mengusulkan film-film yang mungkin disukai
oleh orang-orang. Namun, tiap orang memiliki preferensi yang ber-
beda. Suatu film bisa menjadi film favorit dari suatu orang, tetapi tidak
disukai oleh orang lainnya. Karena itulah rekomendasi sebaiknya diper-
sonalisasikan untuk tiap orang, sehingga orang-orang mendapatkan
rekomendasi yang sesuai dengan preferensi mereka.

Saat ini, sistem rekomendasi merupakan hal yang lazim ditemui,
tidak terkecuali pada bidang perfilman. Akan tetapi, sistem rekomen-
dasi film yang biasanya ada saat ini lebih bergantung pada riwayat

tontonan pelanggan, bukan berdasarkan penilaian pelanggan terha-
dap film yang telah mereka tonton. Studi terkait rekomendasi film
pun seringkali dilakukan tanpa mempertimbangkan penilaian penon-
ton, seperti yang ada pada studi oleh Pradhan [2] yang memberikan
rekomendasi berdasarkan kemiripan antar riwayat tontonan pengguna
dan kemiripan film. Terdapat beberapa tipe sistem rekomendasi berda-
sarkan metode yang digunakan. Salah satunya adalah knowledge-base
recommender system (KBRS), yang diketahui memiliki efektivitas yang
tinggi [3]. Akan tetapi, meskipun hasil yang didapatkan KBRS cukup
baik, kelemahan KBRS terletak pada komponen pembelajaran yang
kurang dapat memanfaatkan human-computer interaction [4]. Keku-
rangan ini akan semakin terlihat pada sistem rekomendasi film yang
memiliki banyak film dan penonton dan akan bertambah terus sei-
ring waktu, sehingga kemudahan pengguna dalam memahami sistem
rekomendasi menjadi sangat penting.

Di sisi lain, penilaian orang-orang terhadap film dapat disimpan
dalam sebuah knowledge graph, sehingga pengelolaannya pun dapat
dilakukan dengan lebih mudah karena kita dapat melihat ilustrasi graf
dari data yang kita miliki. Knowledge graph merupakan sebuah cara
untuk merepresentasikan pengetahuan dalam bentuk graf. Terdapat
suatu bahasa pemrograman graf, yaitu GP 2, yang dapat digunakan
secara gratis, mempunyai tingkat komputabilitas yang tinggi, dan dapat
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Gambar 1. Syntax Abstrak GP 2 Terkait Ekspresi.

merepresentasikan properti-properti dalam logika orde kedua monadik
[5]-[6] sehingga sangat memungkinkan dapat digunakan untuk mem-
bangun suatu knowledge graph. Rules pada program GP 2 juga dapat
digambarkan dalam bentuk graf, sehingga pembuat program dapat
memanfaatkannya untuk menjelaskan cara kerja suatu program dalam
bentuk visual. Oleh karena itu, penelitian ini mengimplementasikan
penggunaan GP 2 dalam sistem rekomendasi film.

Tinjauan Pustaka
Sistem Rekomendasi

Sistem rekomendasi adalah alat penyaring informasi yang digunakan
untuk memberikan rekomendasi terpersonalisasi. Sistem rekomendasi
membantu penggunanya untuk mendapatkan produk/jasa/informasi
yang sesuai dengan preferensi dan kebutuhan di antara banyaknya
informasi yang ada saat ini [3]. Berdasarkan teknik yang digunakna,
sistem rekomendasi dapat diklasifikasikan menjadi lima, yaitu colla-
borative filtering, content-based filtering, knowledge-based filtering,
ontology-based filtering, dan hybrid [2], [3].

Knowladge Graph

Knowledge graph adalah graf multi-relasional yang menggambarkan
entitas-entitas sebagai node dan relasi sebagai edge [7]. Knowledge
graph memuat data yang saling berinterrelasi dalam representasi
pengetahuan eksplisit berupa graf [8], [9]. Dalam satu dekade tera-
khir, banyak knowledge graph berskala besar yang dibangun. Pada
dasarnya, knowledge graph adalah penggabungan knowledge base
dengan sistem penalaran. Pembuatan knowledge graph bergantung
pada ontologi yang digunakan. Ontologi sendiri merupakan model dari
dunia (kemungkinan hanya berupa subhimpunan) yang mencakup tipe
entitas, relasi penghubung, dan batasan antara kombinasi entitas dan
relasi tersebut. Dengan kata lain, ontologi menggambarkan aturan-
aturan cara tiap entitas tehubung dengan dengan entitas lainnya di
dunia ini [10].

GP 2

Program GP 2 melakukan transformasi graf input menjadi graf output.
Graf tersebut dapat berupa graf berarah dan juga mungkin terdapat
sisi paralel dan loop. Secara formal, suatu graf G dapat didefinisikan
sebagai sistem |VG, EG, sG, tG, IG, mG, pG,, yang mengandung dua
himpunan terbatas berisi simpul dan sisi, fungsi sumber dan target,
fungsi pelabelan node parsial, fungsi pelabelan sisi, dan fungsi akar
parsial [11]. Syntax bahasa pemrograman GP 2 didefinisikan pada
Gambar 1 [12]. Kelas E pada Gambar 1 merupakan tipe data pada
bahasa pemrograman GP 2. Char termasuk karakter yang direpresen-
tasikan sebagai 32, 33, dan 35-126 dalam ASCII. Tipe String dapat
berupa semua yang termasuk ke dalam Char dan gabungan dari Char.
Tipe Integer mencakup bilangan bulat. Tipe Atom dapat berupa Inte-
ger atau String. List dapat berupa Atom atau kosong. Gambar 2 [12]
menunjukkan syntax GP 2 terkait konstruksi kontrol program Main.
Ruleld adalah identifier dari suatu rule. Contoh Ruleld dapat dilihat
pada Gambar 3 [11], yaitu link. Konstruksi pemrograman utama pada
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Gambar 2. Syntax Abstrak Program GP 2.
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link(a,b,c,d,e: list)
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Gambar 3. Program Transitive Closure.

GP 2 adalah aturan transformasi graf yang diberi label dengan ekspresi.
Contohnya dapat dilihat juga pada Gambar 3. [12]. [12]. Pada Gambar
3, aturan link mempunyai lima parameter formal bertipe list, left-hand
graph dan right-hand graph yang dispesifikasi secara visual, dan kon-
disi yang diawali dengan kata kunci where. Identifier dari node tertulis
di bawah tiap node sedangkan teks lainnya merupakan label dari node
atau edge terkait. Node juga dapat ditandai dengan warna merah,
hijau, biru, atau abu-abu. Edge dapat diberi warna atau berupa garis
putus-putus.

Sebuah program terdiri atas deklarasi aturan kondisional dan pros-
edur (nonrekursif), termasuk prosedur khusus bernama Main. Rule-set
call (r1, ..., rn) menjalankan salah satu aturan yang dapat diterapkan
pada host graph (graf input) secara nondeterministik. Rule-set call ini
akan gagal jika tidak ada aturan yang dapat diterapkan ke host graph.
Komposisi sekuensial program P dan Q dituliskan P; Q. Misalkan perin-
tah “if C then P else Q" dijalankan pada host graph G, maka pertama
C akan dijalankan pada graf G. Jika eksekusi C ini menghasilkan graf,
maka P akan dijalankan pada graf awal G. Namun, jika C tidak mengh-
asilkan graf, Q akan dijalankan pada graf awal G. Perintah “try C then P
else Q" mempunyai efek serupa, tetapi pada perintah try, P akan dija-
lankan pada graf hasil eksekusi C. Loop P! mengeksekusi P berulang
kali sampai terjadi kegagalan. Setelahnya, P! akan terminasi dengan
menghasilkan graf terakhir dari perulangan. Break dalam loop akan
terminasi dari loop tersebut dan melanjutkan ke perintah setelahnya.

Sistem Rekomendasi Film

Studi terkait rekomendasi film telah dilakukan sebelumnya dengan ber-
bagai metode. Sebagai contoh, Pavitha [13] melakukan studi terkait
rekomendasi film dengan menggunakan sentiment analysis. Pada studi
tersebut, sistem rekomendasi didasari oleh komentar penonton, seh-
ingga komentar yang bersifat sarkastik mungkin saja diartikan berbeda
oleh sistem. Selain itu, pembuatan sistem rekomendasi film meng-
gunakan collaborative filtering dengan pendekatan SVD++ pun telah
dilakukan oleh Anwar [11]. Pada studi tersebut, dilakukan perhitungan
kemiripan antara film dan penonton sebagai dasar dari rekomendasi
yang akan diberikan. Pembuatan knowledge graph untuk rekomendasi
film pun juga telah dilakukan oleh Han [14]. Akan tetapi, beberapa relasi
yang mungkin ada pada film masih belum cukup dieksplorasi, sehingga
penambahan relasi masih harus dilakukan.
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Gambar 4. Diagram Alur Pembangunan Sistem.

Metodologi Penelitian
Sistem Yang Dibangun
Alur Pembangunan Sistem

Kegiatan diawali dengan mengambil dataset yang akan dibangun men-
jadi knowledge graph dan preprocessing pada dataset tersebut. Hasil
preprocessing dibagi menjadi dua, yaitu untuk knowledge graph dan
data uji. Data untuk knowledge graph dimasukkan sebagai input sistem
rekomendasi. Sistem rekomendasi mengeluarkan output graf yang
kemudian digabung dengan data uji dalam bentuk graf juga. Graf data
uji kemudian dijadikan input untuk program testing, yang mengeluar-
kan output graf berisi informasi hasil pengujian. Jika hasil pengujian
buruk, tahap pembangunan knowledge graph dan sistem rekomendasi
diulang kembali. Namun, jika hasil sudah cukup baik, maka kegiatan
dilanjutkan ke tahap analisis.

Data Preprocessing

Dari kedua dataset yang digunakan, dilakukan beberapa tahap prepro-
cessing dengan menggunakan Python. Judul film yang mengandung
huruf non-ASCII ditransliterasi ke ASCII, karena string yang diterima
program GP 2 adalah yang mengandung karakter ASCII [15]. Karakter
yang tidak kompatibel dengan GP 2 atau GP 2 Online Graph Visuali-
ser juga diganti atau dihapus. Judul film yang melebihi 63 karakter akan
dipotong karena label graf pada GP 2 memiliki batas 63 karakter. Rating
film yang sebelumnya berskala 0—5 dengan increment 0,5 diganti men-
jadi skala 0-100 dengan increment 1. Penggantian skala penilaian ini
dilakukan karena sistem rekomendasi yang dibangun menggunakan
hitungan rata-rata, sedangkan GP 2 sendiri hanya menerima bilangan
bulat. Skala 0—100 meningkatkan presisi perhitungan. Berikutnya dila-
kukan pengambilan sampel dan data splitting. Diambil lima set sampel
dari dataset yang ada. Set film yang diambil berjumlah 25, 50, 75, 100,
dan 125. Berdasarkan sampel film, diambil rating dari ‘ratings.csv’ yang
menilai film terkait. User yang penilaiannya diambil hanyalah user yang
setidaknya sudah memberi penilaian terhadap 10 film sampel. Sampel
penilaian tersebut kemudian dibagi menjadi dua dataset, yaitu data-
set yang akan dibuat ke dalam knowledge graph untuk menghasilkan
rekomendasi dan dataset yang digunakan dalam tahap testing, den-
gan rasio 4:1. Tahap ini diakhiri dengan tahap meng-export data yang
diperlukan untuk tahap selanjutnya dalam format csv.

label: rating

4 +edge ID 4 +edge ID

label label: label
user [D title genre

Gambar 5. Struktur Knowledge Graph.
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Gambar 6. Rule Getrecs Pada Skema 1.

Pembangunan Knowledge Graph

Pembangunan knowledge graph dilakukan dengan bantuan Python.
Hasil tahap preprocessing kemudian diubah ke dalam knowledge graph
dengan struktur yang diilustrasikan pada Gambar 5. Node kiri pada
Gambar 5 adalah node user. Node user memiliki identifier dengan pre-
fiks 3 yang diikuti user ID sesuai dataset dan berlabel user ID. Node
tengah menggambarkan film dengan identifier berprefiks 1 yang diikuti
movie ID dan berlabel judul film. Node kanan melambangkan genre
dengan identifier berprefiks 2 yang diikuti dengan genre ID. Node ini
berlabel string yang merupakan nama genre. Seluruh edge pada graf
memiliki identifier yang berprefiks 4 dan diikuti dengan edge ID. Edge
yang menghubungkan user ke film menggambarkan penilaian user
terhadap film tersebut. Edge ini memiliki label rating yang merupakan
penilaian itu sendiri. Sedangkan edge yang menghubungkan film ke
genre menunjukkan bahwa film tersebut memiliki genre terkait.

Pembangunan Sistem Rekomendasi
Sistem Rekomendasi Skema 1

Skema 1 memberikan rekomendasi berdasarkan kemiripan preferensi
user input dengan user lainnya. Sistem mengambil genre-genre yang
disukai user input dari film yang dinilai bagus olehnya, kemudian selu-
ruh film yang memiliki setidaknya genre yang sama dan dinilai bagus
oleh setidaknya satu user lain akan direkomendasikan.

Pada Gambar 6, setiap subgraf pada graf input akan ditransformasi
dari graf kiri menjadi graf kanan. User yang dijadikan input ditandai
dengan node berwarna merah. Sistem akan menandai suatu film seba-
gai rekomendasi (node abu-abu) jika film tersebut belum dinilai oleh
user input dan terdapat user lain yang menilai film tersebut dengan
batas nilai bagus (> 80), serta film tersebut memiliki setidaknya satu
genre yang sama dengan film lain yang dinilai baik oleh user input.
Skema ini memiliki variasi lain yang menggunakan batas nilai > 60.
Pada skema ini, pertama dicari film (n2) yang disukai oleh user input
(n1). Kemudian, akan dicari film lain (n5) yang memiliki genre (n3) yang
sama dengan film yang disukai user input tersebut dan juga memi-
liki setidaknya satu user lain (n4) yang memberi penilaian baik. Film
lain tersebut juga tidak boleh mempunyai penilaian dari user input. Jika
semua kondisi ini terpenuhi, maka film lain tersebut ditandai abu-abu
yang berarti film tersebut masuk ke dalam rekomendasi.

Sistem Rekomendasi Skema 2

Pada dasarnya, skema kedua yang diilustrasikan pada Gambar 7 mirip
dengan skema pertama. Namun, skema 2 lebih memberikan fokus ke
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Gambar 7. Rule Getrecs Pada Skema 2.

kesamaan preferensi kedua user. Perbedaannya terletak pada satu
edge tambahan dari user selain user input ke arah film yang pernah
dinilai baik oleh user input. Edge ini juga harus memiliki nilai yang baik.
Seperti pada skema 1, batas nilai ini juga memiliki dua variasi, yaitu
> 80 dan > 60. Pada skema ini, pertama dicari film (n2) yang disukai
oleh user input (n1). Kemudian sistem juga mencari user lain (n4) yang
juga menyukai film tersebut. Jika kedua kondisi ini terpenuhi, maka
sistem mengganggap kedua user memiliki selera yang mirip untuk film
bergenre sama dengan film yang mereka sukai tersebut. Maka, sistem
akan mencari film lain (n5) yang mempunyai genre sama dengan film
pertama dan juga disukai oleh user kedua. Film ini juga tidak boleh
memiliki penilaian dari user input. Jika semua kondisi terpenuhi, maka
film kedua ini akan direkomendasikan.

Sistem Rekomendasi Skema 3

Berbeda dengan dua skema sebelumnya yang memberi rekomendasi
berdasarkan kemiripan preferensi user, skema 3 memberikan reko-
mendasi berdasarkan nilai rata-rata film dari seluruh user. Karena
itu, program menghitung rata-rata tiap film sebelum memberikan reko-
mendasi. Penghitungan rata-rata diilustrasikan pada Gambar 8. Rule
markMovies berfungsi untuk memuat sepasang node untuk tiap film
(n1 pada markMovies) yang digunakan untuk menyimpan nilai rata-rata
dan jumlah penilaian yang sudah dihitung ke dalam rata-rata tersebut.
Dua node (node berwarna biru) ini pada awalnya diisi nilai 0.

Kedua nilai ini dikalkulasi dengan dua rule berikutnya. Rule getFir-
stRating mengambil nilai pertama dan menyimpannya ke dalam kedua
node biru, kemudian updateRating mengkalkulasi penilaian lainnya
yang belum ditandai dengan edge hijau. Setelah itu, film yang memi-
liki nilai rata-rata >80 akan ditandai abu-abu yang berarti film tersebut
masuk ke dalam daftar rekomendasi. Penandaan ini diilustrasikan pada
Gambar 9. Skema 3 ini juga memiliki variasi lain yang dijalankan, yaitu
kondisi a>80 yang diganti menjadi a>60, sesuai dengan variasi yang
ada pada skema lainnya.

Sistem Rekomendasi Skema 4

Seperti skema 3, skema 4 juga menggunakan rata-rata. Namun, skema
4 menggunakan rooted node untuk meningkatkan efisiensi program.
Penghitungan rata-rata pada skema 4 dapat dilihat pada Gambar 10.
Rule init akan menandai satu node film (n2) sebagai rooted node.
Kemudian akan dibuat dua node biru, n4 dan n5. Node n4 menyimpan
salah satu rating dari film tersebut, sedangkan n4 menyimpan bilan-
gan 1. Node n4 ini digunakan untuk menyimpan banyak rating yang
sudah ditambahkan ke dalam n3, yang saat ini baru menyimpan satu
rating. Rule getSum akan menambahkan rating yang belum ditamba-
hkan ke node n3 dan menandai edge-nya dengan warna hijau, yang
berarti sudah dihitung. Rule ini juga menambah satu label node n4 yang
menyimpan banyak rating yang sudah dimasukkan ke node n3. Rule
getMean akan menghitung nilai rata-rata dari seluruh penilaian yang
diberikan oleh user kepada suatu film. Rule ini akan dijalankan setelah
jumlah nilai suatu film selesai dihitung dalam node dengan edge berla-
bel “mean”. Setelah itu, node film yang sebelumnya rooted ini diubah
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Gambar 9. Rule Getrecs Pada Skema 3.

menjadi node biasa dan ditandai warna hijau yang menandakan bahwa
film tersebut sudah dihitung rata-ratanya. Ketiga rule ini akan dijalan-
kan sampai seluruh node film sudah ditandai warna hijau, yang berarti
seluruh film sudah mempunyai nilai rata-rata masing-masing. Kemu-
dian, akan dijalankan rule getRecs yang diilustrasikan pada Gambar
11. Rule ini akan menandai semua node film yang memiliki nilai rata-
rata di atas batas tertentu (>80 atau >60) dan belum pernah dinilai
oleh user input.

Testing

Metrik evaluasi yang digunakan pada tahap testing adalah akurasi,
sehingga sebelumnya dilakukan penghitungan banyak true positive,
false positive, false negative, dan true negative. Tahap testing meng-
gunakan Python dan GP 2. Python digunakan untuk mengubah graf
hasil rekomendasi menjadi graf untuk input testing dengan mengga-
bungkannya dengan dataset yang sebelumnya dipisahkan untuk testing
pada tahap preprocessing. Graf yang sudah digabungkan dengan data
untuk testing ini kemudian akan dijadikan input ke dalam program
testing GP 2. Program testing ini memiliki beberapa rule utama. Hal
yang pertama dilakukan oleh program ini adalah menghapus film yang
tidak berkaitan dengan user input.

Setelah itu, dijalankan empat rule pada Gambar 12. Keempat rule
ini digunakan untuk membuat node yang akan digunakan sebagai pen-
yimpanan jumlah true positive, false positive, false negative, dan true
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Gambar 11. Rule Getrecs Pada Skema 4.

negative dari hasil rekomendasi. Node yang dibuat ini akan ditan-
dai dengan warna biru. Berikutnya, terdapat dua rule yang dijalankan
selama masih memungkinkan yang diilustrasikan pada Gambar 13.
Rule addTP menghitung semua film hasil rekomendasi yang dinilai
bagus oleh user input dan menyimpannya pada node biru yang memiliki
edge mengarah ke user input berlabel “TP”. Rule addFP memiliki fungsi
yang serupa, tetapi digunakan untuk menghitung nilai false positive,
yaitu banyaknya hasil rekomendasi yang ternyata dinilai buruk (>80)
oleh user input.

Dilakukan juga dua rule yang serupa dengan addTP dan addFP,
yaitu addFN dan addTN yang diilustrasikan pada Gambar 14. Rule
addFN menghitung banyak film yang dinilai bagus oleh user input
tetapi tidak termasuk ke dalam film-film hasil rekomendasi. Rule addTN
menghitung banyak film yang dinilai buruk oleh user input dan tidak ter-
masuk ke dalam rekomendasi. Rule addTP, addFP, addFN, dan addTN
juga memiliki variasi lain. Di variasi lain ini, batas film yang dinilai bagus
oleh sistem adalah 60, bukan 80 seperti pada Gambar 13 dan Gambar
14. Kedua variasi pada empat rule ini menyesuaikan dengan variasi
yang ada pada sistem rekomendasi pada subbab 3.4.

truePos(a: list)

falseNeg(a: list)

al al

Gambar 12. Rule Addtp Dan Addfp.

addTP(a,c.d:List; byesint)

b ™ = bl TP

where a=d and e>=80

Gambar 13. Rule Addtp Dan Addfp.

addFN(a,d:int; b.c:listy

N

atl

where d>=80

Gambar 14. Rule Addfn Dan Addtn.
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Gambar 15. Banyak User Dan Rating Untuk Tiap Set Sampel.

Hasil dan Pembahasan

Hasil Pengujian

150

Hasil pengujian secara umum dapat dibagi menjadi dua, yaitu hasil ske-
nario yang menyatakan nilai yang baik adalah > 60 dan > 80 dari skala
rating. Nilai-nilai akurasi dari hasil pengujian untuk batas nilai > 60

diuraikan pada Tabel 1 .

Nilai akurasi dari hasil pengujian untuk batas nilai > 80 diurai-
kan pada Tabel 2. User dan rating yang masuk ke knowledge graph
input juga memiliki jumlah yang bervariasi untuk tiap set sampel. Per-
tumbuhan banyak user dan rating ini dapat dilihat pada Gambar 15.
Sedangkan waktu eksekusi rata-rata sistem rekomendasi untuk tiap
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Sistem Rekomendasi

Rata-Rata
Skema 1 Skema 2 Skema 3 Skema 4
25 33,3% 33,3% 66,7% 33,3% 41,7%
Jumlah 50 60% 60% 40% 60% 55%
Sampel 75 40% 60% 40% 80% 55%
Film 100 50% 50% 50% 66,7% 54,2%
125 66,7% 66,7% 33,3% 83,3% 62,5%
Rata-Rata 50% 54% 46% 64,7%
Table 2. Nilai Akurasi Untuk Skenario Batas Nilai > 80
Sistem Rekomendasi
Rata-Rata
Skema 1 Skema 2 Skema 3 Skema 4
25 0% 0% 66,7% 66,7% 33%
Jumlah 50 20% 20% 80% 80% 50%
Sampel 75 40% 40% 60% 60% 50%
Film 100 16,7% 16,7% 83,3% 83,3% 50%
125 33,3% 33,3% 66,7% 66,7% 50%
Rata-Rata 22% 22% 71% 71%
Table 3. Nilai Akurasi Skema 4 Pada Eksperimen Lanjutan
Waktu Eksekusi Rata-Rata Batas Nilai
2.000 e Skema | 60 80
_ T Shema 2 986 364% 72,7%
= 1.500 Skema 3
5] 0, 0,
s Skema 4 1748 33,3% 93,3%
Z User Input 2082 90% 40%
= 1.000
—_% 2177 100% 50%
g ; 2982 60%  60%
2500
- Rata-Rata 63,9% 63,2%

25 50 75 100 125

Banyak sampel film

Gambar 16. Rata-Rata Waktu Eksekusi Sistem Rekomendasi.

skema dapat dilihat pada Gambar 16. Kemudian, karena skema 4
memberikan nilai akurasi yang paling baik, dilakukan eksperimen lebih
lanjut pada skema ini dengan menggunakan set sampel film 125.
Eksperimen sebelumnya menggunakan user input yang sama, yaitu
user 12. Eksperimen lanjutan ini akan menguji skema 4 dengan lima
user lain. Hasil eksperimen lanjutan ini diuraikan pada Tabel 3.

Analisis Hasil Pengujian

Skema 1 dan 2 memiliki hasil yang nyaris sama. Hal ini dapat dimen-
gerti, mengingat rule yang dipakai pada skema 2 hanya memiliki satu
edge tambahan. Kedua skema ini lebih cocok dengan batas nilai > 60.
Jika dibandingkan dengan skema lainnya, skema 1 dan 2 ini memiliki
akurasi yang buruk. Hal ini kemungkinan terjadi karena kedua skema
ini menandai film sebagai rekomendasi jika terdapat satu user yang
menyukai film tersebut. Jadi jika terdapat film yang tidak disukai semua

orang tetapi film tersebut dinilai baik oleh satu user, maka film tersebut
dapat direkomendasikan dan kemungkinan besar user input juga tidak
akan menyukai film tersebut.

Skema 3 memberikan akurasi yang cukup buruk dengan batas nilai
> 60, tetapi mempunyai salah satu akurasi terbaik dengan batas nilai >
80, yaitu 71%. Namun, skema 3 ini membutuhkan waktu eksekusi yang
berkembang dengan cepat seiring jumlah sampel bertambah. Hal ini
dapat dilihat pada Gambar 15 yang menunjukkan bahwa eksekusi terh-
adap 125 sampel skema 3 membutuhkan 29 menit 23 detik (1763 detik)
yang naik pesat dari eksekusinya terhadap 100 sampel yang membutu-
hkan 16 menit 34 detik (994 detik). Hal ini kemungkinan terjadi karena
skema 3 memiliki rule yang lebih banyak dan lebih kompleks daripada
skema 1 dan 2. Karena GP 2 akan mencari subgraf yang cocok untuk
dijadikan left-hand graph secara satu per satu, maka proses ini akan
membutuhkan waktu yang lama. Hal ini membuat skema 3 tidak cocok
diimplementasikan untuk data yang besar.

Di sisi lain, skema 4 mempunyai akurasi yang sama dengan skema
3 dengan batas nilai > 80, tetapi dengan waktu yang jauh lebih singkat.
Skema 4 ini bahkan memiliki waktu eksekusi paling rendah dibanding-
kan dengan skema-skema lainnya. Perkembangan waktu eksekusinya
pada Gambar 15 pun sangat lambat dibandingkan skema lainnya.
Untuk 125 sampel, skema 4 hanya membutuhkan waktu 58 detik, jauh
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dari skema 3 yang membutuhkan 29 menit 23 detik. Lambatnya per-
kembangan waktu eksekusi ini disebabkan oleh penggunaan rooted
node pada skema 4. Saat compiler GP 2 mencari subgraf yang cocok
untuk dijadikan left-hand graph pada suatu rule, compiler akan mengu-
tamakan rooted node terlebih dahulu. Karena itulah penggunaan rooted
node pada rule di skema 4 ini membuat waktu eksekusi jauh lebih sing-
kat dari skema lainnya walaupun skema 4 ini juga mempunyai rule yang
lebih banyak dan kompleks.

Node genre juga sebenarnya tidak digunakan pada dalam pembe-
rian rekomendasi pada skema 3 dan 4. Jika graf input disederhanakan
dengan penghapusan node genre, kemungkinan kedua skema ini akan
membutuhkan waktu eksekusi yang lebih singkat. Pada Gambar 15,
terlihat bahwa banyak user dan rating mengalami pertumbuhan yang
serupa antara satu sama lain. Dapat dilihat juga bahwa jumlah user
dan rating mengalami kenaikan paling drastis dari set sampel 25 ke
50. Pada Tabel 1 dan Tabel 2 pun dapat dilihat bahwa selain skema
3 dengan batas nilai > 60, akurasi semua skema mengalami kenaikan
dari set sampel 25 ke 50. Selain skema 3 dengan batas nilai > 60 serta
skema 3 dan 4 dengan batas nilai > 80 pada 75 sampel, skema lainnya
juga hampir tidak pernah menyentuh akurasi di bawah akurasi pada set
sampel 25. Nilai akurasi skema 3 dan 4 pada 75 sampel ini pun tidak
jauh di bawah akurasi pada sampel 25. Hasil akurasi untuk jumlah sam-
pel 25 juga sangat buruk jika dibandingkan dengan set sampel lainnya.
Hal ini menunjukkan bahwa sistem rekomendasi membutuhkan sejum-
lah data minimum untuk dapat memberikan rekomendasi yang cukup
baik.

Eksperimen lanjutan yang dilakukan pada skema 4 juga membe-
rikan hasil yang fluktuatif. Pada Tabel 3, dapat dilihat bahwa selain
user 2982 yang mendapat akurasi sama untuk kedua batas nilai, user
lainnya mempunyai selisih yang cukup jauh antara hasil rekomendasi
dengan batas nilai > 60 dan batas nilai > 80. User 2082 dan 2177 men-
dapat rekomendasi yang bagus dengan batas nilai > 60, sedangkan
user 986 dan 1748 mendapat rekomendasi yang bagus dengan batas
nilai > 80. Hal ini menunjukkan bahwa sistem rekomendasi yang cocok
dengan satu orang belum tentu cocok dengan orang lainnya. Ini juga
dapat menjadi alasan nilai akurasi yang bersifat fluktuatif pada Tabel 1
dan Tabel 2.

Kesimpulan

Berdasarkan analisis yang pada Bab 4, sistem rekomendasi yang mem-
beri rekomendasi berdasarkan rating rata-rata film (skema 3 dan 4)
lebih baik daripada yang memberi rekomendasi berdasarkan kemiripan
preferensi pengguna (skema 1 dan 2). Penggunaan rooted node pada
program GP 2 juga membuat waktu eksekusi yang jauh lebih singkat.
Melihat nilai akurasi yang fluktuatif, pembuatan sistem rekomendasi
dengan pengimplementasian GP 2 ini masih perlu diteliti lebih lanjut.
Pengimplementasian GP 2 dalam sistem rekomendasi film juga seper-
tinya masih belum cukup efektif, mengingat pengolahan 125 sampel
film saja membutuhkan waktu 1 menit, terlebih lagi jika dibandingkan
dengan sistem rekomendasi film lainnya.

Untuk penelitian di topik ini ke depannya, disarankan untuk mem-
buat sistem rekomendasi yang lebih efisien sehingga dapat menangani
data yang lebih besar dalam waktu yang lebih singkat. Pembangu-
nan sistem rekomendasi yang lebih efisien ini dapat dilakukan dengan
membuat knowledge graph input yang lebih sederhana atau dengan
penggunaan rooted node. Penelitian berikutnya dapat menggunakan
rule yang berfokus pada hal lain, seperti mengambil genre dari film
yang dinilai baik oleh user input, kemudian memberi rekomendasi film
dengan nilai rata-rata terbaik yang juga memiliki genre tersebut. Pene-
litian berikutnya juga dapat memanfaatkan timestamp pada dataset

untuk memberikan rekomendasi berdasarkan penilaian user input yang
paling baru, karena mungkin saja terdapat perubahan pada kesukaan
user seiring berjalannya waktu.
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