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Abstrak
Platform di internet berurusan dengan data yang sangat besar dan terus berkembang membutuhkan Recommender System
(RS) untuk memungkinkan penggunanya menemukan informasi yang relevan dalam banyaknya volume data. RS bekerja
dengan melakukan prediksi dan memperlihatkan informasi yang diinginkan oleh pengguna menggunakan berbagai data
seperti riwayat ulasan dari pengguna tersebut terhadap suatu item. Seiring dengan perkembangan waktu, teknologi RS
menjadi semakin akurat dalam memberikan prediksi. Walaupun hal demikian dapat memnciptakan permasalahan baru
yaitu kurangnya keragaman dari hasil yang diberikan RS yang berdampak buruk bagi pengguna dan pemilik platform.
Penelitian ini merancang Hybrid RS menggunakan algoritma Alternating Least Squares (ALS) serta Categorical Boosting
(CatBoost) untuk memberikan hasil rekomendasi yang memiliki nilai metrik akurasi tinggi serta memeriksa perubahan yang
akan terjadi pada nilai metrik keragaman menggunakan studi kasus anime pada MyAnimeList. Hasil akhir dari penelitian
akan diuji menggunakan metrik Root Mean Square Error (RMSE) untuk mengukur akurasi serta Cosine SImilarity untuk
mengukur keragaman. Hasil akhir RMSE yang didapatkan beserta dengan Cosine Similarity dari rekomendasi anime Hybrid
RS memiliki nilai yang lebih baik ketika dibandingkan dengan hasil dari algoritma tersendiri.
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Pendahuluan

Pendahuluan
Recommender System (RS) merupakan komponen perangkat lunak
yang menentukan item yang sebaiknya ditunjukkan kepada pengguna
tertentu berdasarkan statistik dan model machine learning [1]. Item
merupakan sebutan umum terhadap sesuatu yang ditunjukkan kepada
pengguna pada platform atau konteks tertentu. Netflix menunjukkan
film kepada pengguna, sedangkan Amazon menunjukkan produk [2].
RS sudah umum digunakan pada berbagai domain di internet, mulai
dari e-commerce, sosial media, hingga situs berita. Keberadaan RS
memudahkan pengguna platform untuk menemukan informasi yang
relevan secara cepat dalam volume informasi yang terus berkembang.

Tujuan utama dari rekomendasi item yang ditunjukkan kepada
pengguna adalah untuk berisikan pemahaman akurat mengenai kebu-
tuhan pengguna tersebut yang dapat diukur menggunakan berbagai
metrik akurasi. Walaupun akurasi digunakan sebagai metrik utama, sei-
ring waktu dibutuhkan juga metrik lainnya untuk mendapatkan gamba-
ran yang lebih baik mengenai manfaat suatu rekomendasi item. Salah
satu metrik lainnya adalah keragaman. Keragaman pada umumnya
didefinisikan sebagai variasi yang terdapat dalam rekomendasi.

Selain menunjukkan rekomendasi item sesuai dengan kebutuhan
atau preferensi pengguna, penambahan item yang bervariasi dinilai

dapat bermanfaat bagi suatu RS karena kebutuhan atau preferensi
pengguna dapat berubah seiring waktu [1]. Pengguna dapat merasa
tidak puas apabila sudah mengetahui rekomendasi item dan merasa
tidak mendapat manfaat dari rekomendasi tersebut. Pemilik bisnis pada
platform juga dapat merasakan kerugian apabila distribusi item kurang
adil dalam rekomendasi item kepada pengguna platform [3].

Penelitian ini akan membangun Hybrid RS menggunakan algoritma
Alternating Least Squares (ALS) dan Categorical Boosting (CatBoost)
untuk menghasilkan rekomendasi item kepada pengguna yang akan
diukur menggunakan metrik akurasi Root Mean Squared Error (RMSE)
serta metrik keragaman Cosine Similarity. Hasil dari pengukuran akan
dibandingkan dengan hasil tersendiri dari algoritma yang membangun
Hybrid RS. Penelitian dilakukan untuk meningkatkan hasil dari metrik
akurasi dan mengukur perubahan yang terjadi pada metrik keragaman.

MyAnimeList dipilih sebagai platform studi kasus dengan dasar per-
kembangan stabil yang dialami oleh industri anime pada beberapa
tahun terakhir yang juga dapat dilihat dari peningkatan penerapan gaya
anime pada iklan di Indonesia [4]. Selain peningkatan industri, anime
juga memiliki kemiripan dengan medium film yang sering digunakan
pada penelitian RS, contohnya adalah MovieLens [5]. Walaupun memi-
liki medium yang serupa, tetapi belum terdapat banyak penelitian yang
dilakukan menggunakan dataset anime pada konteks RS [6].
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Tinjauan Pustaka
Collaborative Filtering

Collaborative Filtering (CF) merupakan suatu tipe RS yang menco-
cokkan ulasan target pengguna dengan pengguna lainnya mengenai
suatu item untuk menemukan neighbors atau kelompok pengguna yang
memiliki preferensi serupa. CF memiliki dua cara untuk memperlihatkan
hasil akhir dari rekomendasi. Cara pertama memperlihatkan preferensi
dari target pengguna melalui nilai numerik, sedangkan cara kedua
memperlihatkan preferensi tersebut melalui daftar item [7].

Content-Based

Content-Based (CB) merupakan tipe RS lainnya yang membangun
suatu profil pengguna berdasarkan item yang sudah diulas oleh target
pengguna tersebut. Sistem akan menggunakan profil pengguna seba-
gai preferensi yang berisikan fitur dari item yang sudah diulas untuk
dicocokan dengan fitur item lainnya yang serupa dalam proses reko-
mendasi [8]. Proses rekomendasi yang dilakukan oleh CB tersebut
terbagi menjadi 3 yaitu Content Analyzer, Profile Learner, dan Filtering
[9].

Hybrid Recommender System

Hybrid merupakan tipe RS yang menggabungkan berbagai tipe RS
lainnya seperti CF dan CB untuk menggunakan kelebihan dari suatu
tipe dan mengurangi kekurangan dari tipe lainnya. Salah satu pene-
litian menggabungkan beberapa algoritma RS yang dapat memenuhi
kriteria akurasi, kebaruan, dan keragaman lebih baik ketika dibanding-
kan oleh algoritma masing-masing. Hybrid juga dipilih sebagai tipe RS
dalam penelitian ini dengan dasar bahwa belum banyak penelitian yang
menggunakan tipe RS tersebut dalam konteks permasalahan keraga-
man [10]. Penelitian ini akan membangun Hybrid RS menggunakan
metode Weighted yang memberikan bobot sesuai terhadap algoritma
yang digunakan untuk membangun RS tersebut.

Keragaman pada Recommender System

Rekomendasi item membutuhkan tingkat keragaman tertentu untuk
memberikan manfaat kepada pengguna karena pada umumnya di awal
pengguna menggunakan rekomendasi sebagai alat pencarian untuk
menjelajahi item yang baru dan beragam. Keragaman pada penelitian
ini adalah rata-rata ketidakmiripan dari cakupan genre yang tidak beru-
lang pada daftar item yang ditunjukkan kepada suatu pengguna. Genre
suatu anime dan variasinya akan digunakan untuk membandingkan
anime tersebut dengan anime lainnya pada suatu daftar rekomendasi
item.

Alternating Least Squares

Alternating Least Squares (ALS) merupakan suatu algoritma Matrix
Factorization (MF) yang menginterpretasikan matriks antara data peng-
guna dan item sebagai suatu matriks yang jarang terisi dan berusaha
untuk membangun ulang matriks tersebut dengan dua matriks yang
berdimensi lebih kecil. Matriks X dan matriks Y akan dikalikan untuk
membangun ulang matriks awal. Proses ini diharapkan mengurangi
RMSE di antara ulasan awal yang tersedia pada matriks dengan
matriks yang telah dibangun melalui perkalian tersebut [11, 12].

Categorical Boosting

Catboost berbeda dengan algoritma GBDT lain seperti XGBoost dan
LightGBM yang memiliki sisi pertumbuhan pohon secara asimetris.
Pertumbuhan pohon yang simetris pada CatBoost memiliki beberapa
kelebihan seperti dapat mengatasi permasalahan overfitting dan imple-
mentasi pada CPUs yang dicapai dengan menggunakan kondisi sama
pada setiap percabangan pada simpul [13].

Gambar 1. DataFrame Hybrid Recommender System

Root Mean Squared Error

Root Mean Squared Error (RMSE) merupakan salah satu metrik aku-
rasi yang populer digunakan dalam konteks RS [14]. Akurasi sendiri
merupakan metrik utama untuk mengevaluasi performa dari suatu RS
menggunakan dataset ulasan.

Cosine Similarity

Cosine Similarity merupakan suatu metrik yang mengukur persamaan
dari dua vektor dimensional berdasarkan sudut diantara kedua vektor
tersebut. Nilai yang mungkin didapat pada Cosine Similarity berada di
jarak antara nol dan satu, dimana nilai mendekati satu menandakan
kemiripan yang kuat [15].

Metodologi Penelitian
RS yang akan dibangun pada penelitian ini akan memberikan rekomen-
dasi anime dalam bentuk daftar kepada pengguna acak. Pembangunan
membutuhkan beberapa langkah yaitu Preprocessing, Bayesian Opti-
mization, Cross Validation, ALS and CatBoost Algorithm, Weighted,
Accuracy Metric Evaluation, Diversity Metric Evaluation, dan Evalua-
tion Analysis. Langkah-langkah tersebut beserta alurnya dapat dilihat
pada gambar berikut.

Preprocessing

Preprocessing dilakukan untuk memastikan data yang akan diguna-
kan sebagai input sudah memiliki jumlah, struktur, dan format yang
sesuai untuk tugas yang ingin dilakukan karena pada umumnya data
dari publik memiliki banyak kekurangan seperti data yang tidak kon-
sisten ataupun jumlah dan dimensi yang terlalu besar [16]. Pertama,
nama dari kolom akan disesuaikan untuk menyelaraskan penulisan
pada seluruh kolom dan juga memastikan tidak ada kolom yang memi-
liki nama sama. Setelah itu, tipe data dari kolom akan diubah agar
baris dari kolom dapat digunakan pada pelatihan model ALS dan Cat-
Boost. Terakhir, jumlah dari baris dikurangi untuk mengurangi tingkat
komputasi dan waktu yang dibutuhkan oleh RS. Dataset disimpan pada
Google Drive dan dipanggil ke dalam program sebagai DataFrame
menggunakan library PySpark. Pada tahapan tertentu, struktur Data-
Frame akan diubah menggunakan library Panda untuk memudahkan
pelaksanaan operasi dan fungsi pada DataFrame tersebut. Proses ini
juga menggunakan asumsi bahwa pemberian rekomendasi anime terh-
adap pengguna hanya dilakukan dengan rujukan terhadap ulasan yang
sudah dilakukan oleh pengguna tersebut.
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Bayesian Optimization

Bayesian Optimization (BO) digunakan untuk mengoptimasi hyperpara-
meter untuk mendapatkan nilai metrik akurasi terbaik dalam iterasi yang
sedikit mungkin. Penelitian ini menerapkan BO pada algoritma ALS dan
CatBoost untuk mendapatkan nilai hyperparameter terbaik terhadap
algoritma secara masing-masing sebelum melakukan pelatihan model
RS dan menghasilkan prediksi dan rekomendasi anime. Sebelum
menggunakan BO, objective function harus didefinisikan yang berisi-
kan hyperparameter yang ingin dioptimalkan sebagai input beserta
dengan metrik evaluasi yang ingin dimaksimalkan atau diminimalisir
nilainya sebagai output. Sebagai contoh, BO pada ALS akan menggu-
nakan input berupa maxIter, regParam, serta Rank untuk menghasil-
kan output berupa RMSE. BO menggunakan Search Space sebagai
jangkauan untuk mendapatkan sampel yang akan digunakan oleh
objective function. Pencarian sampel harus menyeimbangkan antara
eksplorasi atau eksploitasi suatu titik di dalam Search Space [17, 18].

Cross-Validation

Pada umumnya paramGrid menggunakan beberapa nilai dari hyperpa-
rameter yang ingin diperiksa tetapi pada penelitian ini ALS akan mene-
rapkan cross-validation pada nilai optimal yang sebelumnya sudah
didapatkan pada BO. Proses ini akan menggunakan input berupa nilai
hyperparameter yang sebelumnya sudah didapatkan pada proses BO
ALS dan CatBoost. CatBoost menggunakan teknik k-fold yang mem-
bagi data yang digunakan dalam pelatihan model (dalam penelitian
ini yaitu trainData) menjadi beberapa bagian dan dilanjutkan dengan
memeriksa data yang sudah terbagi tersebut. Berbeda dengan vali-
dasi pada ALS yang menggunakan data berbeda yaitu dari validData.
paramGrid dalam GridSearch juga sedikit berbeda, dimana paramGrid
berisi informasi lebih dan juga menggunakan jangkauan data.

Alternating Least Squares

ALS akan menggunakan fungsi yang membutuhkan beberapa para-
meter untuk mengdefinisikan matriks yang akan dibangun ataupun
sebagai hyperparameter. Selain itu, terdapat juga hyperparameter yang
digunakan yaitu Max Iteration, Regularization Parameter, dan Rank.
Max Iteration merupakan angka maksimal dari iterasi yang akan dila-
kukan oleh ALS sebelum algoritma tersebut berhenti tanpa melihat
apakah sudah mencapai titik konvergen atau belum. Regularization
Parameter merupakan nilai yang digunakan untuk mengontrol ting-
kat pinalti yang diberikan terhadap loss function atau jarak antara
nilai prediksi dengan nilai sesungguhnya. Rank merupakan nilai yang
digunakan sebagai faktor laten dalam pembuatan matriks interaksi
antara pengguna dan item. Proses ini akan menggunakan trainData
untuk pelatihan model ALS dengan nilai hyperparameter yang sudah
didapatkan dan diperiksa pada proses sebelumnya sebagai input.

Categorical Boosting

Algoritma CatBoost membutuhkan preprocessing tambahan untuk
merubah dataset agar dapat digunakan. DataFrame Panda tersebut
akan dibagi menggunakan metode train test split. Berbeda dengan ran-
domSplit, train test split akan mengacak nilai dari dataset sebelum
memisahkan informasi yang berisikan input fitur (sering ditulis seba-
gai X ) yang akan digunakan dalam pelatihan model seperti user id dan
anime id dengan informasi yang berisikan target (sering ditulis sebagai
y ) yang ingin diprediksi oleh model seperti rating [19]. Berbeda dengan
algoritma sebelumnya, fungsi CatBoost hanya membutuhkan masukan
dalam bentuk hyperparameter. Pelatihan model menggunakan data-
setTrain dan datasetTest sebagai input yang merupakan trainData dan
testData yang sudah menjalani proses perubahan data tambahan.

Weighted

Weighted menggunakan hasil prediksi dari model ALS dan CatBoost
menggunakan testData lalu dikombinasikan menjadi satu DataFrame.
Weighted pada awalnya memberikan nilai atau bobot yang sama terha-
dap algoritma yang digunakan, tetapi seiring waktu akan menyesuaikan
dengan hasil prediksi dari pengguna [20]. Kedua kolom baru tersebut
akan digunakan dalam proses pemberatan. Nilai dari kedua prediksi
akan dipindahkan dari bentuk nilai didalam kolom DataFrame menjadi
kumpulan nilai pada array. Proses akan menggunakan fungsi opti-
mize hybrid weight yang mengambil nilai dari kedua array sebagai
input dan melakukan kalkulasi dengan berat yang diberikan.

Accuracy Metric Evaluation

Evaluasi terhadap metrik akurasi dilakukan dengan menggunakan daf-
tar rekomendasi anime dan prediksi nilainya sebagai input. Output dari
proses ini akan berupa nilai RMSE dari rekomendasi anime tersebut
yang didapatkan berdasarkan testData. Nilai RMSE yang mendekati
0 memberikan indikasi bahwa prediksi nilai pada rekomendasi anime
akurat dengan nilai sesungguhnya dan sebaliknya untuk nilai RMSE
yang menjauhi nilai 0.

Diversity Metric Evaluation

Evaluasi terhadap metrik keragaman dilakukan dengan menggunakan
daftar rekomendasi anime dan prediksi nilainya sebagai input. Out-
put dari proses ini akan berupa nilai rata-rata Cosine Similarity dari
rekomendasi anime tersebut yang didapatkan berdasarkan testData.
DataFrame yang digunakan pada proses ini akan berbeda dengan
tahap sebelumnya, dimana pada tahap ini DataFrame dari hasil reko-
mendasi akan digabungkan dengan beberapa kolom dari new anime
yaitu name dan genres.

Dengan melakukan evaluasi terhadap kedua metrik tersebut, dapat
memberikan gambaran yang lebih komprehensif mengenai kualitas
rekomendasi yang diberikan oleh sistem.

Evaluation Analysis

Setelah melakukan evaluasi terhadap metrik akurasi dan keragaman,
langkah terakhir adalah melakukan analisis terhadap hasil evalu-
asi tersebut. Analisis ini bertujuan untuk memahami kinerja sistem
secara keseluruhan, mengidentifikasi kekuatan dan kelemahan, serta
memberikan rekomendasi untuk perbaikan atau peningkatan di masa
mendatang.

Hasil dan Pembahasan
Hasil Hybrid Recommender System

Hybrid RS yang dibangun berdasarkan algoritma ALS dan CatBo-
ost akan memberikan hasil rekomendasi anime dalam bentuk daftar
beserta dengan prediksi nilai ulasan. Hasil rekomendasi ditujukan
kepada pengguna acak. DataFrame menampilkan nilai prediksi yang
didapatkan oleh algoritma tersendiri, algoritma Hybrid melalui proses
Weighted, ataupun nilai ulasan sesungguhnya. Hal tersebut dilaku-
kan untuk memberikan gambaran mengenai proses yang terjadi dalam
pemberian rekomendasi anime kepada pengguna yang juga berda-
sarkan nilai-nilai tersebut. Berikut merupakan salah satu contoh dari
DataFrame berisikan hasil rekomendasi anime.

Hasil Metrik RMSE

Terdapat beberapa tahapan dalam memilih rentang pada setiap hyper-
parameter. Rentang dimulai dari angka kecil, dan nilainya ditingkat-
kan berkala. Apabila suatu rentang mendapatkan nilai RMSE terbaik,
maka rentang tersebut disimpan dan pemilihan rentang dilakukan
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Gambar 2. DataFrame Hybrid Recommender System

untuk hyperparameter selanjutnya hingga mendapatkan ketiga nilai.
Lalu menggunakan 3 rentang hyperparameter tersebut untuk melaku-
kan pencarian lagi dengan meningkatkan jumlah pengambilan sampel.
Pada akhirnya, algoritma ALS mendapatkan nilai hyperparameter opti-
mal yaitu 35 untuk maxIter, 0.23966237306286117 untuk regParam,
dan 3 untuk Rank untuk menghasilkan RMSE optimal dengan nilai
1.3193561150603346.

Hasil Metrik Cosine Similarity

Cosine Similarity mengalami proses yang berbeda dengan penca-
rian nilai RMSE. Model dilatih menggunakan hyperparameter yang
sebelumnya sudah didapatkan dari proses BO dan cross-validation.
Lalu masing-masing algoritma akan mengambil sampel acak dari pre-
diksi yang akan digunakan untuk pembuatan fitur vektor untuk menilai
Cosine Similarity. Apabila sudah didapatkan, prediksi awal algoritma
ALS akan digabungkan dengan hasil dari algoritma CatBoost untuk
mendapatkan prediksi hybrid. Tanpa menggunakan proses weighted,
prediksi hybrid akan diperiksa nilai Cosine Similarity untuk melihat
apakah ada perubahan nilai atau tidak. Algoritma ALS menghasilkan
nilai Cosine Similarity yaitu 0.30045898541681804 sedangkan algori-
tma CatBoost menghasilkan nilai 0.32942037138523067. Hasil ideal
dari Cosine Similarity adalah nilai yang mendekati nol. Setelah menda-
patkan prediksi hybrid yang berisikan prediksi ALS dan CatBoost, nilai
Cosine Similarity yang didapatkan adalah 0.2734247481534338.

Analisis Hasil Metrik

Evaluasi dari RMSE dan Cosine Similarity memberikan hasil yang
serupa, yaitu hasil hybrid yang lebih baik dibandingkan dengan hasil
dari algoritma itu tersendiri. Berikut merupakan grafik untuk mem-
perlihatkan perbandingkan nilai RMSE dan Cosine Similarity yang
didapatkan pada setiap model dan juga pada hybrid RS. Rentang dari
nilai diubah untuk dapat memperlihatkan perbedaan pada grafik yang
berskala kecil.

Penerapan Hybrid Recommender System

Penelitian ini menghasilkan hybrid RS yang dapat diterapkan pada
suatu platform atau aplikasi melalui integrasi dengan UI/UX dan data-
base. Terdapat beberapa kelebihan dan kekurangan dalam penerapan
hybrid RS yang diajukan dalam penelitian ini. Kelebihannya adalah
Hybrid RS menggunakan metode yang tidak membutuhkan tingkat
komputasional yang tinggi. Hal tersebut akan memudahkan penera-
pan hybrid RS terhadap suatu platform atau aplikasi yang mungkin
dikembangkan selanjutnya. Kekurangan dari hybrid RS yang diajukan
adalah hanya menggunakan informasi tertentu untuk menemukan nilai
metrik akurasi dan keragaman, padahal bisa menggunakan informasi
lebih dari suatu dataset untuk mendapatkan gambaran yang lebih jelas
mengenai data tersebut.

Gambar 3. Chart Nilai RMSE dan Cosine Similarity

Kesimpulan
Penelitian ini telah membangun hybrid RS dengan metode weighted
menggunakan model yang dilatih dengan algoritma ALS dan CatBoost.
Data yang digunakan berasal dari Anime Recommendation Database
2020 yang sebelumnya dibersihkan dan disesuaikan formatnya sebe-
lum disimpan menjadi dataset baru dengan nama new anime dan
new rating. Dataset lalu dibagi menjadi trainData yang akan digunakan
untuk melatih model, validData untuk mengvalidasi hasil dari pelati-
han model menggunakan data baru, dan testData untuk menghasilkan
rekomendasi anime dan nilai prediksi. Setelah nilai tersebut ditemu-
kan, nilai digunakan dalam cross-validation untuk memastikan bahwa
model dapat menghasilkan khususnya nilai metrik akurasi yang baik
pada data baru. Setelah mendapatkan perbedaan nilai yang sedikit
pada cross-validation, tahap dilanjut dengan melatih model ALS dan
CatBoost menggunakan nilai hyperparameter yang sebelumnya sudah
didapatkan. Hasil rekomendasi anime dan nilai prediksi mengguna-
kan testData pada model yang sudah dilatih oleh trainData lalu akan
digunakan untuk digabungkan dengan hasil dari model lainnya untuk
proses optimasi bobot. Proses weighted menemukan bobot optimal
0.6005032211023404 untuk algoritma ALS dan 0.3994967788976594
untuk algoritma CatBoost untuk mendapatkan nilai metrik akurasi
RMSE terbaik dalam iterasi dan kondisi yang sudah ditentukan. Hybrid
RS lalu menggunakan model yang sudah dilatih sebelumnya untuk
menunjukan rekomendasi anime dan nilai prediksi yang akan digu-
nakan dalam pemeriksaan Cosine Similarity. Nilai RMSE dan Cosine
Similarity dari Hybrid RS mengalami penurunan ketika dibandingkan
dengan hasil dari algoritma tersendiri. Hybrid RS dengan proses weigh-
ted telah menghasilkan nilai metrik akurasi RMSE yang lebih kecil, dan
model yang dilatih dari RS tersebut memberikan nilai metrik keragaman
Cosine Similarity yang lebih kecil berdasarkan pengamatan nilai. Hybrid
RS memiliki kelebihan dari segi kompleksitas yang lebih sederhana
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karena tidak menggunakan nilai kosong pada data yang berpenga-
ruh dalam tingkat komputasional yang lebih rendah dan juga proses
pelatihan RS yang lebih cepat. Penelitian selanjutnya dapat dilakukan
dengan memilih mesin dengan tingkat komputasional tinggi agar dapat
menggunakan metode, algoritma, dan dataset yang lebih kompleks
dan banyak serta menyelaraskan proses pencarian metrik RMSE dan
Cosine Similarity.
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